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Abstract: Cloud detection is a significant task in optical remote sensing to reconstruct the 

contaminated cloud area from multi-temporal satellite images. Besides, the rapid development of 

machine learning techniques, especially deep learning algorithms, can detect clouds over a large 

area in optical remote sensing data. In this study, the method based on the proposed deep-learning 

method called ODC-Cloud, which was built on convolutional blocks and integrating with the Open 

Data Cube (ODC) platform. The results showed that our proposed model achieved an overall 90% 

accuracy in detecting cloud in Landsat 8 OLI imagery and successfully integrated with the ODC to 

perform multi-scale and multi-temporal analysis. This is a pioneer study in techniques of storing and 

analyzing big optical remote sensing data. 

Keywords: Optical Remote Sensing, Landsat 8 OLI, automatic cloud detection, deep-learning, Open 

Data Cube. 
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Tóm tắt: Loại bỏ vùng mây trên ảnh viễn thám quang học là một trong những bước đầu tiên trong 

quá trình tiền xử lý ảnh, nhằm phục vụ tái cấu trúc dữ liệu những vùng bị che phủ bởi mây từ dữ 

liệu ảnh vệ tinh đa thời gian. Để giải quyết vấn đề này, một mô hình được thử nghiệm với thuật toán 

dựa trên học máy sâu được đề xuất trong bài viết này. Mô hình thuật toán này được phát triển trên 

nguyên lý sử dụng một mạng tích chập (convolutional blocks) lên nền tảng dữ liệu khối (Open Data 

Cube) được đào tạo bởi nhiều phân mảnh của ảnh Landsat 8 OLI. Mô hình này, được gọi là ODC-

Cloud có khả năng phát hiện vùng mây trên diện rộng và cục bộ trong một hình ảnh bằng cách sử 

dụng các khối chập. Vì mô hình được đề xuất là một giải pháp đầu cuối không yêu cầu bước tiền xử 

lý phức tạp. Kết quả thử nghiệm của nghiên cứu này đạt độ chính xác trên 90% trong việc phát hiện 

và loại bỏ vùng mây khỏi ảnh và tích hợp thành công mô hình lên nền tảng dữ liệu khối để thực hiện 

các phân tích đa tỉ lệ và đa thời gian. Đây là một trong những giải pháp mới trong việc lưu trữ và 

xử lý dữ liệu ảnh viễn thám quang học trên nền tảng dữ liệu lớn. 

Từ khóa: Viễn thám quang học, Landsat 8 OLI, tự động phát hiện mây, học máy sâu, dữ liệu khối.     

1. Mở đầu 

Với sự phát triển nhanh của công nghệ viễn 

thám, ảnh viễn thám quang học được sử dụng 

rộng rãi trong nhiều lĩnh vực như so sánh đối 

chiếu thực địa, phân loại và theo dõi biến động 

lớp phủ/sử dụng đất [1]. Tuy nhiên phần lớn ảnh 

viễn thám quang học đều có sự xuất hiện của 

vùng mây với độ che phủ khác nhau. Những khu 

vực bị mây che phủ trên ảnh không chỉ gây ra sự 

mất thông tin mà còn gây ra khó khăn trong việc 

xác định các đối tượng bên dưới vùng mây [2], 

[3]. Ngoài ra, các ảnh viễn thám quang học với 

độ che phủ mây nhiều có thể khiến dữ liệu ảnh 

không có giá trị để phân tích bề mặt lớp phủ. Tuy 
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nhiên, các thông tin về giá trị của mây cũng có 

thể cung cấp các tham số khác phục vụ nghiên 

cứu thời tiết, thảm họa tự nhiên như giông bão, 

núi lửa phun trào [4]. Do đó, phát hiện vùng mây 

là một trong những vấn đề nghiên cứu quan trọng 

để quan sát Trái Đất bằng hình ảnh viễn thám 

quang học. Đây là một trong những bước quan 

trọng trong quá trình tiền xử lý ảnh, trước khi 

phục vụ cho các mục đích nghiên cứu và phân 

tích sau này. 

Nhiều phương pháp và mô hình phát hiện 

vùng mây đã được nghiên cứu và thử nghiệm 

trong những thập kỷ gần đây. Hầu hết các 

phương pháp phát hiện được thiết kế cho các loại 

https://doi.org/10.25073/2588-1094/vnuees.4
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ảnh vệ tinh đa phổ. Với các dải hồng ngoại nhiệt 

hoặc sóng ngắn, rất dễ phân biệt các vùng mây 

và không mây. Các phương pháp này đã được áp 

dụng thành công cho các dữ liệu viễn thám khác 

nhau theo độ phân giải không gian và thời gian. 

Có thể được chia làm ba phương pháp chính: (1) 

Phương pháp phân ngưỡng [5,6], các tác giả đã 

sử dụng phương pháp F-mask (function of mask) 

để lọc những vùng có khả năng là mây ra khỏi 

những vùng không mây, ngoài ra phương pháp 

này còn sử dụng kênh ảnh Cirrus (kênh 9 của ảnh 

Landsat 8 OLI) để tăng độ chính xác việc xác 

định vùng mây, và hiện nay được sử dụng để tạo 

ra kênh lọc mây trên ảnh Landsat 8 OLI; (2) 

Phương pháp thủ công [7], tác giả sử dụng 

phương pháp HOT (haze optimized 

transformation) và sử dụng liên kết giữa hai kênh 

ảnh Landsat để phân biệt vùng mây mỏng và 

không mây; và (3) Phương pháp học máy sâu [8-

10] được sử dụng trong một vài năm trở lại đây, 

các tác giả sử dụng mạng nơ-ron tích chập 

Convolutional Neural Networks (CNNs) cho 

việc phân biệt vùng mây dày, mỏng và không 

mây. Phương pháp học máy sâu sử dụng cấu trúc 

U-Net cho thấy sự vượt trội trong các ứng dụng 

phân tích ảnh [11-14]. 

Dựa trên những cơ sở này và nhu cầu sử dụng 

ảnh vệ tinh đa thời gian ngày càng lớn, có thể 

thấy được khả năng phát triển một thuật toán học 

máy sâu trong việc ứng dụng xây dựng mô hình 

tự động phát hiện và loại bỏ vùng mây trên ảnh 

viễn thám quang học. Đồng thời với sự phát triển 

nhanh của công nghệ viễn thám, việc lưu trữ và 

phân tích dữ liệu lớn đã trở thành một trong 

những bài toán không chỉ trong lĩnh vực viễn 

thám mà còn trong nhiều lĩnh vực khác [9]. Open 

Data Cube (ODC) là một giải pháp cho việc truy 

cập, quản lý và phân tích dữ liệu địa lý lớn nói 

chung và dữ liệu viễn thám nói riêng. Môi trường 

ODC cho phép liên kết các dữ liệu thành dạng 

lưới dữ liệu theo chiều không gian và dạng khối 

theo chiều thời gian. Chính vì đặc điểm này, việc 

phân tích xây dựng mô hình xử lý ảnh viễn thám 

trên nền tảng ODC có khả năng áp dụng trên 

nhiều khu vực, nhiều giai đoạn khác nhau và khả 

năng tính toán nhanh với bộ dữ liệu lớn. Xuất 

phát từ những nhu cầu và điều kiện trên, nghiên 

cứu này bước đầu áp dụng và xây dựng thuật 

toán học máy sâu (deep-learning) để mô hình hóa 

tự động phát hiện và loại bỏ vùng mây trên ảnh 

viễn thám quang học (Landsat 8 OLI) trên nền 

tảng ODC với tên gọi là ODC-Cloud. 

2. Phương pháp nghiên cứu 

Trong phần này, nghiên cứu trình bày thuật 

toán đề xuất trong mô hình ODC-Cloud để phát 

hiện và loại bỏ vùng mây cho ảnh Landsat 8 OLI. 

Sơ đồ phương pháp của mô hình được thể hiện 

trong Hình 1. 

 

Hình 1. Sơ đồ mô hình thuật toán phát hiện và loại 

bỏ vùng mây ODC-Cloud. 

2.1. Phương pháp học máy sâu 

Phương pháp học máy sâu được phát 

triển từ mô hình mạng nơ-ron (Neural 

Network). Một trong những phương pháp 

học máy sâu tiêu biểu trong việc phân tích 

các đối tượng hình ảnh. Phương pháp mạng 

nơ-ron tích chập sâu Deep Convolutional 

Neural Network (DCNN) trong phân tích 

ảnh thể hiện khả năng tự động phân loại 

(automatic classification), phân đoạn ảnh 

(segmentation) và phát hiện đối tượng 

(object detection). Trong nghiên cứu này, 

mô hình thử nghiệm phát hiện mây có chức 

năng tự động xác định và loại bỏ vùng có 

mây bằng cách phân mảnh các đối tượng trên 

ảnh (phương trình 1). 

𝑌 = 𝑓(𝑋; 𝜃)  (1) 
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Với dữ liệu ảnh 𝑋 ∈ 𝑅𝑤,ℎ,𝑐, mô hình sẽ tái 

cấu trúc ảnh 𝑌 ∈ 𝑅𝑤,ℎ,1 với w là chiều rộng; h là 

số hàng của pixel; và c là số kênh ảnh. Khi đó, 

dữ liệu đầu ra Y có giá trị (0-1), đại diện cho sự 

xuất hiện của vùng mây trên ảnh, và 𝜃 là các 

trọng số của mô hình, đối với mạng nơ-ron 

(Neural Network) các giá trị trọng số 𝜃 của lớp 

Ln-1 được sử dụng để xác định giá trị của các nốt 

(node) trong lớp Ln (Hình 2). 

 

Hình 2. Mạng nơ-ron (Neural Network) với lớp đầu 

vào (Input), lớp ẩn (Hidden) và lớp đầu ra (Output). 

Trong đó: 𝐻𝑖𝑑𝑑𝑒𝑛 = 𝑓1(𝐼𝑛𝑝𝑢𝑡; 𝜃1); 
𝑂𝑢𝑝𝑢𝑡 = 𝑓2(𝐻𝑖𝑑𝑑𝑒𝑛; 𝜃2). Bằng cách hợp hàm 

𝑓 từ hai hàm 𝑓1 và 𝑓2, các trọng số được biểu diễn 

theo (phương trình 2). 

𝑌 = 𝑓2(𝑓1(𝑋; 𝜃1); 𝜃2)  (2) 

Như vậy, trong một phương pháp học máy 

sâu (deep-learning) với mỗi dữ liệu đầu vào thì 

dữ liệu kết quả sẽ được tính toán qua rất nhiều 

hàm và mỗi kết quả của lớp này sẽ là dữ liệu đầu 

vào của lớp tiếp theo. 

2.2. Cấu trúc mô hình ODC-Cloud 

 Dữ liệu ảnh vệ tinh 

Dữ liệu ảnh vệ tinh đa phổ Landsat 8 OLI 

bao gồm 09 kênh ảnh được thu nhận từ cảm biến 

OLI (Operational Land Imager) và 02 kênh ảnh 

từ cảm biến TIRS (Thermal Infrared Sensor). 

Trong nghiên cứu này, nhóm tác giả sử dụng 04 

kênh ảnh phổ biến gồm Blue, Green, Red và 

Near-Infrared (Bảng 1). Với đặc điểm nhiều 

kênh ảnh hơn các loại ảnh truyền thống khác 

thường được sử dụng 03 kênh ảnh (Red, Green, 

Blue) trong các ứng dụng phân tích ảnh sử dụng 

phương pháp học máy sâu (deep-learning) [15, 

16]. Dữ liệu ảnh vệ tinh nói chung, hay ảnh 

Landsat 8 OLI nói riêng với đặc điểm có nhiều 

kênh ảnh, khả năng phát hiện đối tượng không 

chỉ dựa trên đặc điểm hình dạng mà còn dựa trên 

tính chất của đối tượng. Nghiên cứu này, ngoài 

03 kênh ảnh (Red, Green, Blue) được sử dụng 

như các phương pháp học máy sâu khác. Mô 

hình ODC-Cloud sử dụng thêm kênh cận hồng 

ngoại (Near-Infrared) với mục đích cung cấp 

thêm thông tin về hình ảnh phản chiếu cũng như 

tính chất vật lý giúp việc phân đoạn ảnh được 

chính xác hơn. 

Bảng 1. Các kênh phổ của ảnh Landsat 8 OLI được 

sử dụng trong nghiên cứu 

Spectral Bands  Wavelength (µm) 

Band 2 – Blue  0,452 – 0,512 

Band 3 – Green  0,533 – 0,590 

Band 4 – Red  0,636 – 0,673 

Band 5 – Near-Infrared (Nir) 0,851 – 0,879 

 Thiết lập mô hình ODC-Cloud 

DCNN (Deep Convolutional Neural 

Network) được ứng dụng trong phân tích ảnh và 

dựa trên cấu trúc U-Net là một trong những cấu 

trúc tiêu biểu trong phân đoạn ảnh [11-14]. Mô 

hình cấu trúc U-Net được minh họa trong Hình 3. 

 

Hình 3. Cấu trúc U-Net được sử dụng trong DCNN. 

Với bộ lọc tích chập tại vị trí 𝑖, 𝑗 của lớp đầu 

vào 𝑥, lớp đầu ra ℎ𝑖,𝑗 được xác định bởi (phương 

trình 3). 
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ℎ𝑖,𝑗 = ∑ ∑ 𝑤𝑘,𝑙𝑥𝑖+𝑘−1,𝑗+𝑙−1
𝑚
𝑙=1

𝑚
𝑘=1  (3) 

Trong đó m là kích thước chiều dài và chiều 

rộng của bộ lọc; h là lớp đầu ra; x là lớp đầu vào; 

và w là trọng số của bộ lọc. 

Số lượng bộ lọc sẽ quyết định số lượng kênh 

của lớp đầu ra và thường được chọn một cách thủ 

công. Bộ lọc chỉ được áp dụng cho một phần của 

toàn bộ lớp đầu vào nhưng toàn bộ kênh của đối 

tượng đầu vào đều được áp dụng. Bộ lọc biến đổi 

lớp đầu vào theo một hàm tuyến tính, theo sau là 

một sự phi tuyến (thường là một hàm phi tuyến). 

Hàm ReLU (rectified linear unit) được dùng để 

chuyển tất cả các giá trị âm thành giá trị 0 

(phương trình 4). 

𝑅𝑒𝐿𝑈(𝑋) = 𝑚𝑎𝑥(0, 𝑋)  (4) 

Bước tiếp theo hàm sai số nhị phân chéo 

(binary cross-entropy) được áp dụng để tính sai 

số giữa kết quả mẫu và kết quả dự đoán vùng có 

mây (phương trình 5). 

𝐿𝑜𝑠𝑠(�̂�, 𝑌) = 
−1

𝑤.ℎ
∑ ∑ �̂�𝑤,ℎ ln(𝑌𝑤,ℎ) +ℎ𝑤

(1 − �̂�𝑤,ℎ) ln(1 − 𝑌𝑤,ℎ)  (5) 

Với �̂� là dữ liệu chia vùng mây mẫu và 𝑌 là 

kết quả dự đoán chia vùng mẫu. Hàm sai số này 

được sử dụng để tính toán giá trị độ dốc 

(gradient) của các giá trị trọng số trong 𝜃. Giá trị 

độ dốc sau đó sẽ được sử dụng để tối ưu hóa mô 

hình. 

 

Hình 4. Các giá trị pixel trên ảnh vệ tinh Landsat 8 

OLI có giá trị khác nhau trên từng kênh ảnh. 

Hình 5 thể hiện cấu trúc học sâu DCNN được 

đề xuất trong mô hình ODC-Cloud. Dữ liệu đầu 

vào (Input) là ảnh có kích thước (384 × 384) × 4. 

Trong đó, 4 là số kênh ảnh (Red, Green, Blue, 

Near-Infrared).  

Dữ liệu đầu vào ban đầu sẽ qua 2 bộ lọc tích 

chập (3 × 3) (convolution layers) theo sau một 

lớp tổng hợp lớn nhất (max pooling layers). Qua 

mỗi một chu trình như vậy, kích thích (số hàng 

và số cột) của ảnh sẽ giảm đi một nửa và số lượng 

kênh ảnh sẽ tăng lên.  

 

Hình 5. Mô hình DCNN dựa trên cấu trúc U-Net. 

Qua 6 chu trình, ảnh có kích thước (12 × 12) 

× 512, sau đó ảnh sẽ đi qua chu trình tích hợp 

ngược và kết hợp lớp. Bộ lọc tích hợp ngược có 

kích thước (3 × 3), qua mỗi phép tích chập kích 

thước ảnh tăng lên gấp đôi và số kênh giảm đi 

một nửa (Bảng 2). Ảnh sau đó sẽ được kết hợp 

với lớp tương ứng ở giai đoạn trước đó và tiếp 

tục qua 2 bộ lọc tích chập (3 × 3).  

Tương tự qua các chu trình mở rộng, đối 

tượng ảnh sẽ mở rộng ra kích thước (384 × 384) 

như kích thước gốc ban đầu tuy nhiên số kênh 

chỉ còn lại một kênh với giá trị pixel từ (0-1). 

Hàm sigmoid sẽ được áp dụng cho lớp cuối cùng 

để xác định khả năng có mây trên ảnh (phương 

trình 6). 

𝐴 = 
1

1+𝑒−𝑥
    (6) 

Trong đó A là giá trị Sigmoid của lớp cuối 

cùng trong khoảng (0 – 1); x là giá trị của lớp 

cuối cùng. 
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Bảng 2. Cấu trúc phương pháp học máy sâu DCNN 

áp dụng trong mô hình ODC-Cloud. 

Chu trình thu hẹp (Encoding phase) 

C
h

u
 t

rì
n

h
 1

 384x384x4 -> convolution (3x3) 16 feature 

maps 

-> 384x384x16 -> convolution (3x3) 16 

feature maps 

-> 384x384x16 -> max pooling (2x2) 

-> 192x192x16 

C
h

u
 t

rì
n

h
 2

 192x192x16 -> convolution (3x3) 32 feature 

maps 

-> 192x192x32-> convolution (3x3) 32 

feature maps 

-> 192x192x32 -> max pooling (2x2) 

-> 96x96x32 

C
h

u
 t

rì
n

h
 3

 96x96x32 -> convolution (3x3) 64 feature 

maps 

-> 96x96x64-> convolution (3x3) 64 feature 

maps 

-> 96x96x64 -> max pooling (2x2) 

-> 48x48x64 

C
h

u
 t

rì
n

h
 4

 48x48x64-> convolution (3x3) 128 feature 

maps 

-> 48x48x128-> convolution (3x3) 128 

feature maps 

-> 48x48x128 -> max pooling (2x2) 

-> 24x24x128 

C
h

u
 t

rì
n

h
 5

 24x24x128-> convolution (3x3) 256 feature 

maps 

-> 24x24x256-> convolution (3x3) 256 

feature maps 

-> 24x24x256 -> max pooling (2x2) 

-> 12x12x256 

C
h

u
 t

rì
n

h
 6

 12x12x256-> convolution (3x3) 512 feature 

maps 

-> 12x12x512-> convolution (3x3) 512 

feature maps 

-> 12x12x512 

Chu trình mở rộng (Decoding phase) 

C
h

u
 t

rì
n

h
 7

 

12x12x512-> up convolution (3x3) 256 

feature maps 

-> 24x24x256-> kết hợp lớp tại quá trình 5 

-> 24x24x512-> convolution (3x3) 256 

feature maps 

-> 24x24x256-> convolution (3x3) 256 

feature maps 

-> 24x24x256 

C
h

u
 t

rì
n

h
 8

 

24x24x256-> up convolution (3x3) 128 

feature maps 

-> 48x48x128-> kết hợp lớp tại quá trình 4 

-> 48x48x256-> convolution (3x3) 128 

feature maps 

-> 48x48x128-> convolution (3x3) 128 

feature maps 

-> 48x48x128 

C
h

u
 t

rì
n

h
 9

 

48x48x128-> up convolution (3x3) 64 

feature maps 

-> 96x96x64-> kết hợp lớp tại quá trình 3 

-> 96x96x128-> convolution (3x3) 64 

feature maps 

-> 96x96x64-> convolution (3x3) 64 feature 

maps 

-> 96x96x64 

C
h

u
 t

rì
n

h
 1

0
 192x192x64-> up convolution (3x3) 32 

feature maps 

-> 192x192x32-> kết hợp lớp tại quá trình 2 

-> 192x192x64-> convolution (3x3) 32 

feature maps 

-> 192x192x32-> convolution (3x3) 32 

feature maps 

-> 192x192x32 

C
h

u
 t

rì
n

h
 1

1
 192x192x32-> up convolution (3x3) 16 

feature maps 

-> 384x384x16-> kết hợp lớp tại quá trình 1 

-> 384x384x32-> convolution (3x3) 16 

feature maps 

-> 384x384x16-> convolution (3x3) 1 

feature maps (Sigmoid) 

-> 384x384x1 

2.3. Dữ liệu mẫu và quá trình học máy 

Mô hình ODC-Cloud sử dụng bộ dữ liệu mới 

cho mục đích phát hiện vùng mây trên ảnh vệ 

tinh Landsat 8 OLI. Bộ dữ liệu mẫu sử dụng là 

bộ dữ liệu mẫu 38-Cloud được lọc mây một cách 

thủ công [15]. Mô hình ODC-Cloud sử dụng 

8.192 mẫu và được chia làm hai phần: (i) dữ liệu 

học máy (khoảng 70% số mẫu) và (ii) dữ liệu 

kiểm chứng (khoảng 30% số mẫu). Mỗi mẫu ảnh 

được phân thành các mảnh có kích thước (384 × 

384). Các mảnh sẽ được sắp xếp theo thứ tự ngẫu 

nhiên để tối ưu hóa quá trình học máy. Giá trị 

pixel của dữ liệu đầu vào được tiêu chuẩn hóa về 

khoảng giá trị (0-1) (phương trình 7). 

𝐴 = 
𝑋−𝑋𝑚𝑖𝑛

𝑋𝑚𝑎𝑥−𝑋𝑚𝑖𝑛
   (7) 
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Trong đó X là giá trị pixel; Xmin là giá trị pixel 

nhỏ nhất trong ảnh, Xmax là giá trị pixel lớn nhất 

trong ảnh.  

Khả năng học máy (Learning rate) khởi điểm 

với giá trị là 0,0001 và kỹ thuật tối ưu hóa để 

giảm tỷ lệ học tập (Learning rate decay) được áp 

dụng, khả năng học máy sẽ giảm 10% qua mỗi 

lần và toàn bộ dữ liệu học máy được đi qua mô 

hình. Giá trị độ dốc (Gradient) sẽ được tính cho 

tám bộ mảnh dữ liệu được đi qua mô hình. Do 

đó, với mỗi bộ thì mô hình sẽ có 128 lần học máy 

và tối ưu trọng số. Quá trình học máy trong mô 

hình ODC-Cloud, được học toàn bộ dữ liệu là 20 

lần, số lần tối ưu trọng số (20 × 8) × 128 = 20.480 

lần. Mô hình ODC-Cloud được tối ưu trên máy 

trạm CPU Xeon 2650V2 với card đồ họa 

Geforce GTX 1050Ti với khoảng thời gian xử lý 

4 giờ và mô hình toán học được chạy trên nền 

tảng mã nguồn mở Python 3.6, kết hợp với deep 

learning framework Tensorflow 1.13 trong quá 

trình tối ưu mô hình. Các quá trình đọc ảnh và 

xuất dữ liệu ảnh vệ tinh được định dạng (*.TIFF) 

được thực hiện qua thư viện GDAL Python. 

2.4. Đánh giá độ chính xác của mô hình ODC-

Cloud 

Sau quá trình học máy, hiệu suất của mô hình 

được đánh giá độ chính xác tổng thể (Overall 

Accuracy - OA) (phương trình 8). Hai ảnh gốc 

Landsat 8 OLI và trên dữ liệu khối tại Việt Nam 

(Vietnam Data Cube). Kết quả lớp đầu ra là ảnh 

có cùng kích thước với ảnh đầu vào và số lượng 

kênh ảnh là một, giá trị pixel nằm trong giá trị 

(0, 1). Hàm sigmoid đưa giá trị cuối cùng về giá 

trị 0 và giá trị 1, qua quá trình tối ưu mô hình, 

các dữ liệu từ vùng mây sẽ có giá trị tiến về 1 và 

các vùng không mây sẽ có giá trị tiến về 0. Kết 

quả dự đoán pixel vùng mây có xác suất P và 

pixel không mây là 1 – P. Giá trị pixel sẽ được 

xác định là 1 (P > 0,5) và là 0 nếu (P < 0,5). 

OA =
𝑇𝑃+𝑇𝑁

𝑇𝑃+𝑇𝑁+𝐹𝑃+𝐹𝑁
   (8) 

Ở đây TP, TN, FP và FN là các chỉ số của ma 

trận được mô tả trong ma trận sai lẫn dựa trên 

tính toán chỉ số Jaccard. Đây là số liệu được chấp 

nhận rông rãi để đo hiệu suất của nhiều thuật toán 

phân đoạn ảnh [17] (Hình 6). 

 

Hình 6. Ma trận sai lẫn. 

3. Kết quả thử nghiệm 

3.1. Mô hình ODC-Cloud trên dữ liệu khối tại 

Việt Nam 

Xử lý toàn bộ vùng dữ liệu ảnh trên dữ liệu 

khối qua phương pháp DCNN (Deep 

Convolutional Neural Network) gặt nhiều khó 

khăn vì kích thước của các vùng khó lựa chọn 

đúng với kích thước dữ liệu đầu vào của mô hình. 

Trong nghiên cứu này, nhóm tác giá thêm một 

vùng đệm cho ảnh trước khi chia ảnh ra thành 

từng mảnh nhỏ để xử lý. Hình 7a thể hiện khu 

vực trên dữ liệu khối có kích thước (739 × 691), 

được thêm lớp vùng đệm cho cả số hàng và cột 

(các vùng đệm có giá trị pixel = 0) thành (768 × 

768) (Hình 7b). Như vậy khu vực được chia là 

bốn mảnh có kích thước nhỏ hơn ban đầu (384 × 

384) để mô hình tính toán và xử lý (Hình 7c). 

Sau khi xác định vùng mây được mô hình tính 

toán, phần vùng đệm này sẽ được loại bỏ và kết 

quả ảnh sẽ trở lại kích thước ban đầu (Hình 7d). 

 

Hình 7. Khu vực được lựa chọn trên dữ liệu khối 

(7a), thêm vùng đệm trên ảnh (7b), chia mảnh (7c) 

và kết quả tách vùng mây (7d). 
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3.2. Độ chính xác và kết quả của mô hình 

Với bộ dữ liệu huấn luyện, độ chính xác của 

mô hình được tính cho tám bộ mảnh, mỗi bộ 

chứa 1.024 ảnh với 04 kênh ảnh (Red, Green, 

Blue, Near-Infrared), độ chính xác tổng thể trung 

bình của tám bộ mảnh được thể hiện (Bảng 3). 

Bảng 3. Độ chính xác của mô hình phát hiện  

vùng mây 

Bộ mảnh Độ chính xác (%) 

1 96,96 

2 97,16 

3 97,31 

4 97,30 

5 97,22 

6 97,14 

7 97,45 

8 97,22 

Độ chính xác tổng thế (OA) 97,22 

Hình 7 (bên phải) thể hiện ảnh vùng mây 

được tách khỏi ảnh Landsat 8 OLI từ dữ liệu khối 

tại Việt Nam (Vietnam Data Cube) thử nghiệm 

trên mô hình ODC-Cloud với độ chính xác tổng 

thể đạt được 90,26% (Bảng 4). 

Bảng 4. Độ chính xác của mô hình ODC-Cloud loại 

bỏ vùng mây trên hai ảnh Landsat 8 OLI 

Ảnh Độ chính xác 

1 91,13 % 

2 89,39 % 

Độ chính xác tổng thể (OA) 90,26 % 

Bảng 4 và Hình 8 cho thấy kết quả thử 

nghiệm mô hình ODC-Cloud trên dữ liệu khối 

tại Việt Nam với độ chính xác của từng ảnh thử 

nghiệm đều xấp xỉ đạt 90% và độ chính xác tổng 

thể cũng đạt 90%, điều đó cho thấy bước đầu mô 

hình ODC-Cloud có thể chiết tách các vùng mây 

trên ảnh vệ tinh Landsat 8 OLI với bộ dữ liệu lớn 

và có khả năng áp dụng chiết tách các vùng mây 

dày và trung bình. Hạn chế của mô hình thử 

nghiệm phát hiện và chiết tách vùng mây (ODC-

Cloud) là chưa tính toán thêm vùng bóng mây và 

mây mờ trên ảnh. Trong nghiên cứu tiếp theo, 

nhóm tác giả sẽ thử nghiệm mô hình ODC-Cloud 

trên các loại ảnh viễn thám quang học khác và 

tích hợp thuật toán phát hiện vùng mây, mây 

mỏng và bóng mây với bộ dữ liệu lớn hơn. 

4. Kết luận 

Trong nghiên cứu này, phương pháp được 

thử nghiệm dựa trên tiếp cận học máy sâu (deep 

learning) được áp dụng cho mô hình ODC-Cloud 

phát hiện các pixel vùng mây trên ảnh vệ tinh 

Landsat 8 OLI chỉ sử dụng 4 kênh ảnh (Red, 

Green, Blue, Near-Infrared). Kết quả đạt độ 

chính xác trên 90% phát hiện và chiết tách vùng 

mây khỏi ảnh vệ tinh Landsat 8 OLI. Mô hình 

ODC-Cloud có thể hỗ trợ đắc lực cho công tác 

tiền xử lý ảnh viễn thám quang học với bộ dữ 

liệu khối lớn tại Việt Nam và khả năng tính toán 

theo phân mảnh độc lập, mô hình thử nghiệm 

trong nghiên cứu này có thể áp dụng kỹ thuật tính 

toán song song cho một khu vực lớn và rất lớn. 

 

Hình 8. Ảnh tổ hợp mầu tự nhiên của hai ảnh 

Landsat 8 OLI (hàng đầu), ảnh vùng mây kiếm 

chứng (giữa), và ảnh kết quả vùng mây được chiết 

tách từ mô hình ODC-Cloud (bên dưới). 
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